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资源自适应的联邦学习 with 一体化神经网络组合



背景

什么是联邦学习

• 数据诞生在边缘：智能手机、工业传感器、……

• 去中心化数据：

• 服务器不能收集客户端上的数据以保护隐私

• 另外数据传输、存储也十分困难

• 联邦学习：

• 设备在本地训练模型

• 经过训练的模型被传输到中央服务器进行聚合



背景

怎么做联邦学习

1. 节点从服务器获取模型，并开始训练

2. 节点将训练后的模型发送给服务器

3. 服务器聚合所有的模型

4. 回到1



背景

联邦学习的异质性

数据异质性：经设备训练后的模型偏差很大 系统异质性：设备的性能各不相同



前置知识

低秩分解
• 基于假设：矩阵往往不是满秩的 • 前置分解：从网络结构上进行拆解

通过低秩近似减少计算量
而不会明显损失精度

• 后置分解：不需要重新训练

SVD分解，特征值分解，
梯度下降分解……

将Linear拆成两个Linear，
将Conv拆成两个Conv



方法

FLANC的前置分解
• All-In-One Neural Composition：能否将参数拆成两个部分，一个部分由所有客户端共享知识

（共享基），另一个用于自适应客户端的资源能力（系数）？

• 将参数 𝑊𝑝 拆成 𝑉𝑠ℎ𝑎𝑟𝑒 和 𝑈𝑝

• 𝑊𝑝 是拥有特定处理容量为 𝑝的客户端能够训

练的最大网络。

• 共享神经基 𝑉𝑠ℎ𝑎𝑟𝑒 是一个容量无关的张量，将

在所有的客户端上进行训练并实现知识的共享。

• 系数 𝑈𝑝 则对应所有拥有特定处理容量 𝑝 的客

户端，用于适应现实中散布的各种边 缘设备，

它只在同组设备间实现知识共享。



方法

FLANC的前置分解

• 传统的分解不能用于资源异构场景

• All-In-One Neural Composition：

FLANC 将维度为 𝑘2 ×𝑚𝑝 × 𝑛𝑝 的 𝑊𝑝 分解为维度为 

𝑘2 × 𝑟1 × 𝑟2 的 𝑉𝑠ℎ𝑎𝑟𝑒 和 r2 × 𝑚𝑝/𝑟1 × 𝑛𝑝 的 𝑈𝑝。

• 如 100 * 50 的线性层，拆分为 10*5 + 5 *500 的线性层串联



方法

正则化列向量以提高表示能力

• 𝑊𝑝 = 𝑉𝑠ℎ𝑎𝑟𝑒𝑈𝑝

𝑊𝑝 的列向量可以看做是 𝑉𝑠ℎ𝑎𝑟𝑒 的列向量的线性组合，或 𝑉𝑠ℎ𝑎𝑟𝑒 张成的子空间。如果让 𝑉𝑠ℎ𝑎𝑟𝑒 列

向量线性无关，那么表达能力就更强。

• 引入正则化：𝜆 𝑉𝑉T − 𝐼
2
，使得 𝑉𝑠ℎ𝑎𝑟𝑒 的列向量尽可能正交



实验和可视化

正则化列向量以提高表示能力

• 引入正则化：𝜆 𝑉𝑉T − 𝐼
2
，使得 𝑉𝑠ℎ𝑎𝑟𝑒 的列向量尽可能正交

引入正则化



实验和可视化

实验和消融实验

• 实验：在四个数据集上与 HeteroFL，FjORD 进行 TOP-1 ACC 对比

• 消融实验：验证了 𝑟1 （基向量的维度）和 𝑟2 （基向量的个数）的影响
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